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Tóm tắt: Giám sát chất lượng không khí là chủ đề 

nghiên cứu thách thức nhưng cũng đầy tính thực tiễn của 

lĩnh vực học máy và phân tích dữ liệu. Chất lượng không 

khí ảnh hưởng trực tiếp đến sức khỏe và đời sống của con 

người trong thời gian dài. Do đó, giá trị đo lường của các 

cảm biến đánh giá chất lượng không khí luôn nhận được 

nhiều sự quan tâm của người dân cũng như các cơ quan 

chính quyền. Hiện nay, các trạm quan trắc chất lượng 

không khí tại mặt đất được thiết lập phổ biến để đưa ra 

các giá trị chất lượng không khí tại các khu vực giám sát. 

Thiết bị bay không người lái (UAV - Unmanned Aerial 

Vehicles) được cũng dần được đưa vào sử dụng phổ biến 

cho các ứng dụng giám sát sử dụng camera. Tuy nhiên, 

sử dụng UAV trong giám sát và dự đoán chất lượng 

không khí vẫn còn là lĩnh vực mới đang nhận được nhiều 

sự quan tâm của các nhóm nghiên cứu lớn trên thế giới. 

Để giải quyết bài toán dự đoán chất lượng không khí dựa 

vào những giá trị cảm biến đo được từ thiết bị bay không 

người lái, chúng tôi đề xuất một mô hình kết hợp mạng 

nơ ron tích chập một chiều và mạng bộ nhớ dài ngắn hạn 

(CNN-LSTM). Với những kết quả đạt được từ thử 

nghiệm với bộ dữ liệu mà chúng tôi thu thập được, mô 

hình đề xuất cho thấy tính hiệu quả và thực tiễn cao, có 

khả năng đưa vào triển khai trong các ứng dụng thực tế, 

thêm một nguồn giám sát chất lượng hữu ích kết hợp với 

các trạm đo mặt đất hiện tại đang được triển khai 

 

Từ khóa:  mạng nơ ron tích chập, giám sát chất lượng 

không khí, UAV, mạng bộ nhớ dài-ngắn hạn. 

I.  MỞ ĐẦU 

Ngày nay, các vấn đề môi trường và đặc biệt là về chất 
lượng không khí đang được quan tâm hơn bao giờ hết. Ô 
nhiễm không khí là thách thức lớn đối với các thành phố 
và khu công nghiệp, tác động nghiêm trọng đến các vấn 
đề liên quan đến đường hô hấp của con người. Theo Tổ 
chức Y tế Thế giới, 7 triệu người đang gặp rủi ro về sức 
khỏe do ô nhiễm không khí [1]. Đây là yếu tố gây nguy cơ 
hàng đầu đối với phần lớn các vấn đề sức khỏe như hen 
suyễn, nhiễm trùng da, các vấn đề về tim, cổ họng và mắt, 
viêm phế quản, ung thư phổi và các bệnh về hệ hô hấp. 

Bên cạnh những vấn đề sức khỏe liên quan đến ô nhiễm 
không khí, nó còn là mối đe dọa nghiêm trọng đối với 
hành tinh của chúng ta. Ô nhiễm phát thải từ các nguồn 
như xe cộ và công nghiệp là nguyên nhân cơ bản của hiệu 
ứng nhà kính, khí thải CO2 là một trong những nguyên 
nhân quan trọng nhất gây ra hiện tượng nhà kính [2]. Biến 
đổi khí hậu đã được thảo luận rộng rãi tại các diễn đàn 
toàn cầu và vẫn là một vấn đề nhức nhối đối với thế giới 
kể từ hai thập kỷ qua do hậu quả của sự gia tăng khói bụi 
và thiệt hại tầng ôzôn. Đánh giá chất lượng không khí là 
một cách quan trọng để giám sát và kiểm soát ô nhiễm 
không khí. Một số chất ô nhiễm không khí, được gọi là 
chất ô nhiễm không khí tiêu chuẩn, các chất ô nhiễm này 
có thể gây tổn hại đến sức khỏe, gây hại cho môi trường 
và tài sản. Các chất ô nhiễm hiện nay là: Carbon 
Monoxide (CO), Chì (Pb), Nitrogen Dioxide (NO2), 
Ozone (O3), Particulate matter (PM), Sulfur Dioxide 
(SO2). 

Các điều kiện khí tượng, bao gồm khí tượng khu vực 
và khí tượng tổng quát có vai trò rất quan trọng trong việc 
xác định nồng độ chất ô nhiễm không khí [3 – 8]. Ví dụ, 
nhiệt độ môi trường thấp kèm theo bức xạ mặt trời làm 
chậm phản ứng quang hóa và dẫn đến ít chất ô nhiễm 
không khí thứ cấp hơn, chẳng hạn như O3 [9]. Tốc độ gió 
tăng có thể làm tăng hoặc giảm nồng độ chất ô nhiễm 
trong không khí. Ví dụ, khi tốc độ gió thấp, các chất ô 
nhiễm liên quan đến giao thông đo được có nồng độ cao 
nhất [10, 11]. Tuy nhiên, tốc độ gió mạnh có thể tạo thành 
bão bụi bằng cách thổi tung các hạt trên mặt đất [12]. Độ 
ẩm cao thường liên quan đến nồng độ cao của một số chất 
ô nhiễm không khí (như PM, CO và SO2) nhưng với các 
chất ô nhiễm không khí khác (như NO2 và O3) lại có 
nồng độ thấp, do có nhiều cơ chế hình thành và loại bỏ 
khác nhau [11]. Ngoài ra, độ ẩm cao có thể là một chỉ báo 
của các hiện tượng lượng mưa, dẫn đến lắng đọng ẩm ướt 
mạnh làm cho nồng độ chất ô nhiễm không khí giảm [13]. 
Đám mây có thể tán xạ và hấp thụ bức xạ mặt trời, điều 
này có ý nghĩa đối với việc hình thành một số chất ô 
nhiễm không khí (ví dụ, O3) [9, 14]. Do đó, các biến số 
khí tượng là một tham số quan trọng để dự đoán nồng độ 
chất ô nhiễm trong không khí. 

Trước sự cấp thiết của vấn đề môi trường, đặc biệt là 
giám sát chất lượng không khí, việc ứng dụng IOT 
(Internet of thing) trở nên phổ biến rộng rãi. Ý tưởng điển 
hình để giám sát chất lượng không khí là sử dụng các cảm 
biến có chức năng đo nồng độ các thành phần không khí 
được đặt cố định tại các vị trí chiến lược nhất định. Sau đó 
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các thông tin về chất lượng không khí được gửi về trung 
tâm. Tuy nhiên, việc này lại rất tốn kém và khó triển khai 
tại một số địa điểm. Mặt khác, trong trường hợp số lượng 
cảm biến là có hạn, việc giám sát chất lượng không khí 
chỉ được thực hiện tại các vị trí cố định, chúng ta không 
thể có thông tin chất lượng không khí chi tiết trên một 
vùng diện rộng và có một cái nhìn tổng quan về chất 
lượng không khí tại các địa điểm. 

Bên cạnh việc giám sát, dự đoán chất lượng không khí 
cũng là yêu cầu quan trọng cho các hệ thống giám sát môi 
trường. Có nhiều phương pháp để dự đoán chất lượng 
không khí, trong đó các thuật toán Machine learning là 
một sự lựa chọn phổ biến. Ví dụ, trong một nghiên cứu 
gần đây [15] trình bày phương pháp sử dụng trí tuệ nhân 
tạo dựa trên mô hình mạng nơ-ron Deep Multi-Output 
LSTM (DM-LSTM) để dự đoán chất lượng không khí ở 
thành phố Đài Bắc, Đài Loan. Nghiên cứu này rất hứa hẹn 
nhưng dữ liệu sử dụng trong nghiên cứu được tạo ra bởi 
năm trạm quan trắc chất lượng không khí cố định trong 
thành phố. Do đó, những bộ dữ liệu này không phản ánh 
nồng độ ô nhiễm ở mức chi tiết tại từng địa điểm. Tương 
tự, các phương pháp dựa trên dữ liệu khác đã được sử 
dụng để dự đoán chất lượng không khí như DEA (data 
envelopment analysis) trong [16], Tuy nhiên, thông tin 
đang được sử dụng đến từ các nguồn dữ liệu cố định, 
không phải các đơn vị cảm biến di động có thể được mang 
theo hàng ngày. 

 

Hình 1.  Hệ thống giám sát và dự đoán chất lượng không 
khí 

Để giải quyết những vấn đề còn tồn đọng được nêu 
trên, trong bài báo này, chúng tôi tập trung nghiên cứu và 
đề xuất phương pháp sử dụng mô hình CNN - LSTM cho 
bài toán dự đoán chất lượng không khí. Một điểm khác 
biệt trong nghiên cứu này với những công trình nghiên 
cứu trước đó là chúng tôi sử dụng thiết bị không người lái 
có gắn cảm biến để thực hiện đo chất lượng không khí tại 
một số điểm, sau đó sử dụng mô hình học sâu để dự đoán 
chất lượng không khí tại các điểm còn lại và những biến 
đổi về chất lượng không khí theo thời gian. Chi tiết trong 
đóng góp nghiên cứu của chúng tôi gồm 3 phần chính: 

- Đề xuất mô hình CNN - LSTM trích xuất đặc trưng 
từ dữ liệu thu thập được từ cảm biến trên thiết bị bay 
không người lái. 

- Chúng tôi xây dựng bộ cơ sở dữ liệu (dataset) về chất 
lượng không khí tại các khu vực riêng biệt. Đồng thời, 
chúng tôi cũng đánh giá phương pháp đề xuất trên dataset 
đã thu thập và phân tích các kết quả thu thập được. 

- Xây dựng một hệ thống thử nghiệm (prototype) để 
thực hiện phương pháp được đề xuất.  

II. NGHIÊN CỨU LIÊN QUAN 

Trong các nghiên cứu trước đây về giám sát và dự 
đoán chất lượng không khí chia làm hai loại chính: mô 
hình tiền định (deterministic) và mô hình thống kê. Mô 
hình tiền định là các mô hình sử dụng lý thuyết về khí 
tượng, vật lý và hóa học để mô phỏng quá trình chuyển 
dịch, khuếch tán hoặc loại bỏ (elimination) các chất gây ô 
nhiễm. Các mô hình deterministic có thể kể đến như 
CMAQ (Community Multiscale Air Quality) [17] và 
WRF-Chem (Weather Research and Forecasting model 
coupled with Chemistry) [18]. Các mô hình dựa trên phân 
tích lý thuyết này được sử dụng rộng rãi trong cộng đồng 
nghiên cứu môi trường và khí quyển [19, 20]. Tuy nhiên, 
do các yếu tố như sai số của dữ liệu, điều kiện địa lý phức 
tạp và nền tảng lý thuyết không chặt chẽ, các phương 
pháp này thường có độ chính xác hạn chế [21,22]. Mặt 
khác, những phương pháp trên không giải quyết được vấn 
để thời gian thực trong dự đoán do chúng yêu cầu những 
tính toán cụ thể với tất cả các điểm phi tuyến tính trong 
bầu khí quyển phức tạp, dẫn đến thời gian tính toán kéo 
dài. 

A. Sử dụng machine learning 

Khắc phục những vấn đề của mô hình deterministic, 
nhiều nghiên cứu đã ứng dụng thuật toán Machine 
Learning cho dự đoán chất lượng không khí. Các mô hình 
Machine Learning không yêu cầu quá trình xử lý vật lý và 
hóa học phức tạp như mô hình deterministic mà sử dụng 
dữ liệu không khí được thu thập trước đó để dự đoán chất 
lượng không khí trong khoảng thời gian tiếp theo. Ngoài 
ra, cách tiếp cận bằng Machine Learning giúp giải quyết 
vấn đề phi tuyến tính và cải thiện hiệu suất và độ chính 
xác của mô hình. Mô hình hồi quy tuyến tính (Linear 
model regression) là một mô hình cơ bản trong Machine 
learning. Một số nhà nghiên cứu đã áp dụng phương pháp 
này cho bài toán dự đoán chất lượng không khí. Ví dụ, 
Rajput và cộng sự sử dụng mô hình multiple linear 
regression để dự đoán chất lượng không khí tại Ấn Độ 
[23]. Tuy nhiên, trên thực tế, các chất ô nhiễm không khí 
có quan hệ phi tuyến với các yếu tố ảnh hưởng của chúng. 
Singh và cộng sự [24] đã so sánh các phương pháp tuyến 
tính và phương pháp phi tuyến và nhận thấy rằng phương 
pháp phi tuyến có thể thu thập được tính phi tuyến phức 
tạp trong dữ liệu chất lượng không khí. Do đó, các mô 
hình phi tuyến, chẳng hạn như mạng nơ ron nhân tạo 
(ANN) [25] phù hợp hơn các mô hình tuyến tính. Azid và 
cộng sự [26] kết hợp Principal Component Analysis 
(PCA) và ANN để dự đoán chất lượng không khí ở 
Malaysia. De Vito và cộng sự [27] cải tiến ANN với cách 
tiếp cận động . Kang [28] đã sử dụng dữ liệu của Lanzhou 
và ANN được tối ưu hóa bằng thuật toán di truyền 
(genetic simulated annealing) để dự đoán chất lượng 
không khí. Paoli và cộng sự [29] đã sử dụng ANN để dự 
đoán O3 ở Corsica. Mahajan và cộng sự [30] đã sử dụng 
phương pháp clustering dựa trên khoảng cách địa lý để cải 
thiện hiệu suất của ANN ở 4 thành phố của Đài Loan. Một 
phương pháp phi tuyến khác là Support vector machine 
(SVM) [31] cũng được các nhà nghiên cứu ưa chuộng vì 
nó có khả năng tổng quát hóa tốt hơn ANN. Sánchez và 
cộng sự [32] nhận thấy rằng SVM thường có hiệu suất tốt 
hơn ANN bằng cách so sánh SVM với các nhân (kernel) 
khác nhau và ANN. Nieto và cộng sự [33] đã sử dụng 
phương pháp dựa trên PSO-SVM để dự đoán chất lượng 
không khí ở phía bắc Tây Ban Nha. Gu và cộng sự [34] 
trích xuất thông tin tuần tự (sequential information) của 
dự đoán bằng cách áp dụng phương pháp hồi quy 
(recurrent) cho SVM. 
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B. Sử dụng deep learning 

Mặc dù đạt hiệu suất cải thiện so với mô hình tiền 
định, nhưng các mô hình Machine Learning thường phải 
sử dụng các phương pháp phức tạp để tiền xử lý dữ liệu, 
trích xuất đặc trưng thủ công. Dữ liệu không gian-thời 
gian trong giám sát chất lượng không khí thường được 
đặc trưng bởi các mối tương quan không gian, thời gian. 
Nắm bắt được những phụ thuộc này là nhiệm vụ rất quan 
trọng. Học sâu (Deep learning) là một phương pháp đầy 
hứa hẹn để giải quyết vấn đề này, lý do bởi khả năng tự 
động trích xuất đặc trưng và mối quan hệ phức tạp của các 
yếu tố đầu vào. Ví dụ, sử dụng stacked autoencoder 
(SAE) để trích xuất thông tin từ 12 trạm và sau đó nạp 
thông tin đã trích xuất vào một hồi quy tuyến tính (LR) để 
dự đoán chất lượng không khí tại 12 trạm đồng thời [35]. 

Tuy nhiên, dữ liệu chất lượng không khí là tuần tự, do 
đó, các mô hình xử lý tốt dữ liệu tuần tự như Mạng nơ ron 
hồi quy (Recurrent neural network - RNN) mạnh hơn 
SAE, ANN và SVM trong dự đoán chất lượng không khí. 
Ong và cộng sự [36] cũng sử dụng SAE nhưng thay thế 
LR bằng RNN để cung cấp thời gian dự đoán 12 giờ. Tuy 
nhiên, RNN có hai nhược điểm kinh điển: gradient bùng 
nổ (exploding gradient) và gradient tiêu biến (vanishing 
gradient). 

Do đó, một số nghiên cứu đã sử dụng Long Short-
Term Memory (LSTM) để dự đoán chất lượng không khí. 
Ví dụ, sử dụng LSTM để dự đoán chất lượng không khí 
tương ứng trong 12 giờ và 24 giờ tiếp theo [37, 38]. Zhao 
và cộng sự [39] đã sử dụng thông tin của các trạm lân cận 
và LSTM để xây dựng mô hình. Wang và cộng sự [40] 
cũng sử dụng LSTM nhưng họ đã áp dụng luật nhân quả 
Granger (Granger causality) để chọn các trạm đo có độ 
liên quan cao. Zhou và cộng sự [41] đã thiết lập một mô 
hình dựa trên LSTM để dự đoán chất lượng không khí của 
một số trạm. Một số nghiên cứu nhận thấy rằng RNN có 
thể đạt được kết quả tốt hơn ANN và SVM [42, 43]. 
Gated Recurrent Unit (GRU) là một phiên bản đơn giản 
hóa của LSTM và một số nhà nghiên cứu đã áp dụng 
phương pháp này để dự đoán chất lượng không khí. 
Athira và cộng sự [44] so sánh RNN, LSTM và GRU để 
dự đoán chất lượng không khí và các thí nghiệm của họ 
cho thấy GRU có hiệu suất tốt nhất. Wang và cộng sự [45] 
đã thêm một kết nối dư (residual connection) vào GRU và 
LSTM, họ nhận thấy rằng GRU có hiệu suất tốt hơn 
LSTM. Thay vì tiền xử lý dữ liệu bằng RNN, dữ liệu được 
xử lý trước bằng hàm tích chập trước khi đưa chúng vào 
dự đoán, thí nghiệm của họ cho thấy GRU có kết quả tốt 
hơn LSTM, ANN, SVM, random forest và MLR. Một số 
nghiên cứu [47, 48, 49] sử dụng mạng nơ ron tích chập 
(Convolutional neural network - CNN) [50] để tiền xử lý 
dữ liệu thô và sau đó đưa chúng vào LSTM. Soh và cộng 
sự [51] đã sử dụng CNN để trích xuất thông tin địa hình, 
ví dụ, một ngọn núi giữa các trạm và sử dụng LSTM và 
ANN để trích xuất thông tin từ trạm mục tiêu và các trạm 
liên quan cao được chọn theo phương pháp phân cụm. 
Cuối cùng, họ đã tổng hợp tất cả thông tin để đưa ra dự 
đoán cuối cùng. Pan và cộng sự [52] đã thiết lập một mô 
hình bao gồm các mô đung không gian (spatial), thời gian 
(temporal) và trung gian (deduction). Mô đun trung gian 
trích các tham số của các mô đun không gian và thời gian. 
Mô đun có thể là các mô hình CNN, LSTM hoặc ANN, sử 
dụng để đưa ra dự đoán cuối cùng. 

Trong nghiên cứu này, chúng tôi đề xuất phương pháp 
thu thập dữ liệu nồng độ ô nhiễm không khí trên thiết bị 

bay không người lái, sử dụng mô hình CNN - LSTM cho 
dự đoán chất lượng không khí giúp trích xuất các đặc 
trưng về không gian và thời gian, cải thiện hiệu suất so 
với các phương pháp trước đây. 

III. PHƯƠNG PHÁP ĐỀ XUẤT 

Phương pháp đề xuất sử dụng mô hình đa tầng CNN + 
LSTM. CNN có đặc tính là chú ý đến những đặc trưng rõ 
ràng nhất trong luồng dữ liệu nên dễ dàng nhận thấy tác 
động của đầu vào đối với đầu ra. Với đầu vào ở dạng 
chuỗi thời gian, chúng tôi chọn LSTM (Long-short term 
memory) để giải quyết vấn đề này. LSTM là một mô hình 
được xây dựng để giải quyết vấn đề exploding gradient và 
vanishing gradient trong các bước trước đó trong chuỗi 
thời gian. Với thuật toán này, chúng tôi sử dụng các giá trị 
ở t bước thời gian (timesteps) trước đó để dự đoán bước 
thời gian t + 1. Trong mỗi bước thời gian, chúng tôi quyết 
định sử dụng các tham số của K điểm gần nhất làm đặc 
trưng của bước thời gian này. K và t tối ưu được chọn dựa 
trên kết quả thực nghiệm. 

Bảng I.  Thông số mô hình CNN-LSTM 

Các lớp của mô hình 
Kích thước 

lớp 

Kích thước 

đầu ra 

Input - 167 x 1 

Conv1D 128 167 x 32 

BatchNormalization 128 167 x 32 

Conv1D 6208 167 x 64 

BatchNormalization 256 167 x 64 

LSTM 328704 256 

Dense 8224 32 

Dense 33 1 

 

Dữ liệu thô ban đầu sẽ có dạng N*N*T (với N*N là số 
điểm dùng lấy mẫu, trong trường hợp này N = 40). Dữ 
liệu này sẽ được xử lý trước khi cho vào mô hình huấn 
luyện. Sau khi tiền xử lý, dữ liệu đầu vào sẽ có dạng 
N*N*K*K*T (K là kích thước hình vuông có trung tâm 
ứng với vị trí điểm cần dự đoán). Đầu ra của dữ liệu cảm 
biến sẽ có dạng một mảng đặc trưng F là kết quả đã được 
dự đoán cho thời gian T+1 mà chúng ta đã đặt ra trước đó. 
Các bước chính như sau: 

- Dữ liệu đầu vào: nhập dữ liệu cần thiết cho việc huấn 
luyện mô hình CNN-LSTM. 

- Chuyển đổi dữ liệu bằng cách sử dụng k điểm gần 
nhất làm đặc trưng cho điểm cần huấn luyện. 

- Khởi tạo mạng: khởi tạo trọng số và độ lệch của từng 
lớp của mô hình CNN-LSTM. 

- Tính toán tại lớp CNN: dữ liệu đầu vào liên tiếp 
được chuyển qua lớp Convolution và lớp Batch 
Normalization trong lớp CNN, việc trích xuất đặc trưng 
của dữ liệu đầu vào được thực hiện và thu được giá trị đầu 
ra. 

- Tính toán tại lớp LSTM: dữ liệu đầu ra của lớp CNN 
được tính toán thông qua lớp LSTM và thu được giá trị 
đầu ra. 

- Tính toán lớp đầu ra: giá trị đầu ra của lớp LSTM 
được đưa vào lớp Dense (Fully connected) để lấy giá trị 
đầu ra. 



DỰ ĐOÁN GIÁ TRỊ CẢM BIẾN CHẤT LƯỢNG KHÔNG KHÍ SỬ DỤNG MẠNG NƠ RON TÍCH CHẬP ….. 

- Tính toán lỗi: ta đem giá trị đầu ra do lớp đầu ra tính 
toán được so sánh với giá trị thực của nhóm dữ liệu này và 
thu được sai số tương ứng. (Sử dụng MPAE). 

- Lưu mô hình: lưu mô hình vừa đào tạo. 

 

Hình 2.  Kiến trúc mô hình CNN-LSTM 

A. CNN 

CNN là một mô hình mạng được đề xuất bởi Lecun et 
al. vào năm 1998. CNN là một loại mạng nơ-ron truyền 
thẳng, có hiệu suất tốt trong xử lý hình ảnh và xử lý ngôn 
ngữ tự nhiên. Nó có thể được áp dụng hiệu quả để dự báo 
chuỗi thời gian. CNN chủ yếu bao gồm hai phần: lớp chập 
và lớp gộp. Mô hình CNN thường được thiết kế để hoạt 
động trên dữ liệu hai chiều như hình ảnh và videos. Vì lý 
do này, mô hình CNN thường được đề cập đến là mô hình 
CNN hai chiều (2D-CNN) hay Conv2D. Gần đây, để giải 
quyết các vấn đề liên quan đến dữ liệu một chiều dạng 
time series, mô hình CNN 1 chiều hay Conv1D được phát 
triển. Mô hình CNN một chiều này tỏ ra hiệu quả khi làm 
việc với đầu vào là dữ liệu dạng time series vì những lý do 
sau: 

- So với những phép tính toán ma trận được thực hiện 
sử dụng trong mô hình 2D-CNN, mô hình 1D-CNN có thể 
áp dụng những phép tính toán trên mảng đơn giản hơn do 
đó giảm đáng kể độ phức tạp tính toán. 

- Hầu hết các kiến trúc 1D-CNN khá nông. Những mô 
hình này có số lượng những lớp ẩn và số lượng nơ ron ít 
hơn. Do đó, mô hình 1D-CNN tỏ ra hiệu quả khi cho phép 
quá trình huấn luyện diễn ra đơn giản hơn và dự đoán hiệu 
quả hơn. 

- Kiến trúc 1D-CNN có thể mô hình hóa được những 
đặc tinh về thời gian của dữ liệu time series, qua đó học 
và biểu diễn hiệu quả những đặc trưng từ dữ liệu cảm 
biến. Do đó, mô hình 1D-CNN phù hợp với dữ liệu cảm 
biến được sử dụng trong bài toán phân tích chất lượng 
không khí này. 

Trong mô hình được đề xuất của chúng tôi, chúng tôi 
đã sử dụng mô đun Conv1D để trích xuất các đặc trưng 
không gian của dữ liệu và sử dụng nó làm đầu vào của mô 
hình học sâu LSTM. 

B. LSTM 

Một mô hình LSTM gồm 1 tế bào (cell), 1 cổng vào, 1 
cổng quên và 1 cổng ra. Cell lưu giữ giá trị trong khoảng 
thời gian và các cổng điều khiển luồng thông tin ra vào tế 
bào đó. Công thức dẫn xuất cụ thể của LSTM được minh 
họa trong Công thức (1) - (7). Trong phương pháp đề xuất 
của chúng tôi, lớp LSTM được xếp chồng lên sau CNN để 
tìm hiểu mối quan hệ giữa số ngày và chất lượng không 
khí của các điểm xung quanh. 

Đầu ra của LSTM là cell state ct và hidden state ht. 
Đầu vào của nó là cell state của timestep trước đó ct - 1, 
hidden state của timestep trước đó ht - 1 và đầu vào của 
ith trạng thái (xt). 

sigmoid  =                             (1) 

ft = sigmoid (Uf * xt + Wf * ht – 1 + bf)               (2) 

it = sigmoid (Ui * xi + Wi * ht – 1 + bi)               (3) 

ot = sigmoid (Uo * xt + Wo * ht – 1 + bo)              (4) 

ct = ft * ct – 1 + it*tanh(Uc*xt + Wc*ht – 1 + bc)          (5) 

ht = ot * tanh(ct)                               (6) 
Trong đó Uf, Uc, Ui, Uo là các trọng số đầu vào, Wf, 

Wc, Wi, Wo là các trọng số hồi quy và bf, bc, bi, bo là các 
bias. 

 

Hình 3.  Kiến trúc một cell trong mô hình LSTM 

IV. KẾT QUẢ THỰC NGHIỆM 

Trong phần này, chúng tôi tập trung đánh giá phương 
pháp CNN - LSTM trên tập dữ liệu đã được thu thập bằng 
thiết bị bay không người lái. Chúng tôi trình bày phương 
pháp thu thập dữ liệu tại mục A. Tiếp đó, đưa ra kết quả 
và phân tích, đánh giá tại mục B và C tương ứng. 

A. Thu thập dữ liệu 

 

 

Hình 4.  Thiết bị thu thập dữ liệu 

Chúng tôi đề xuất sử dụng thiết bị bay không người lái 
để thực hiện thu dữ liệu chất lượng không khí. Những lợi 
ích của thiết bị không người lái trong việc thu dữ liệu chất 
lượng không khí như: Giá thành thấp; tính linh hoạt có thể 
áp dụng cho nhiều ứng dụng nghiên cứu khí quyển; linh 
hoạt, tiết kiệm thời gian và dễ dàng triển khai. Thiết bị 
UAV chúng tôi sử dụng được đưa ra trong hình 4 bao 
gồm các chức năng cơ bản đó là: Thu nhận tín hiệu cảm 
biến, camera; điều khiển động cơ máy bay không người 
lái; lưu trữ dữ liệu thu thập được; mô đun truyền thông về 
mặt đất và tích hợp GPS. Mỗi phiên bản phần cứng thu 
thập dữ liệu sẽ bao gồm 3 bộ phận chính là: 
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- Bộ phận thu nhận tín hiệu (bao gồm cảm biến và 
camera nhiệt): Là bộ phận được tích hợp các loại cảm 
biến khác nhau và camera nhiệt trên một hệ thống các 
mạch phần cứng cho phép thu nhận dữ liệu của các loại 
dữ liệu cảm biến và hình ảnh từ camera nhiệt. 

- Bộ phận xử lý chính: hay còn gọi là bộ phận khối 
máy xử lý chính (Main Embedded Computer - MEC). 
MEC có chức năng chính là thu nhận thông tin từ bộ phận 
cảm biến, tiền xử lý dữ liệu cảm biến sau đó lưu trữ vào 
bộ nhớ của thiết bị bay. 

- Bộ phận giao diện phối ghép: Chứa các mô đun giao 
tiếp từ thiết bị bay không người lái vào các mô đun lưu 
trữ. Các mô đun này được thiết kế chế tạo theo chuẩn về 
giao tiếp truyền thông dựa trên các giao thức thông dụng 
để dễ dàng kết nối từ máy chính MEC về phần cứng lưu 
trữ. Các mô đun của bộ phận phối ghép có hai chức năng 
chính: Một là tiếp nhận tín hiệu cảm biến từ bộ phận thu 
nhận tín hiệu cảm biến và hình ảnh để đưa tới các thành 
phần khác của MEC cho việc xử lý tín hiệu tiếp theo; hai 
là, lưu trữ các dữ liệu thu được vào bộ nhớ của thiết bị 
bay. 

Chúng tôi đã lựa chọn khu vực xung quanh Học viện 

Công nghệ Bưu chính Viễn thông để thu dữ liệu. Dữ liệu 

được thu qua 1 thiết bị UAV trong khu vực của Học viện 

có kích thước 900x900m được chia thành lưới với mỗi ô 

có kích thước 22,5x22,5m.  Chúng tôi lựa chọn khu vực 

trên với kích thước 900x900m nhằm mô phỏng lại diện 

tích của một khu công nghiệp nhỏ. Khu vực trên bao gồm 

nhiều tuyến đường giao thông chính, bệnh viện, các công 

ty với chỉ số chất lượng không khí thường xuyên ở 

ngưỡng không lành mạnh, các chỉ số cho các loại khí ở 

mức cao và thay đổi theo từng giờ. Với khu vực đó, 

chúng tôi thực hiện lộ trình bay cho UAV như sau: UAV 

sẽ bay quanh khu vực mỗi tiếng một lần, thu dữ liệu tại 

các điểm trên lưới đó. Với mỗi điểm trên lưới, dữ liệu sẽ 

bao gồm các thuộc tính: Chỉ số chất lượng không khí 

(AQI), bụi mịn pm2.5, SO2, NO2, CO, kinh độ, vĩ độ của 

điểm dữ liệu và thời gian thu dữ liệu (năm-tháng-ngày, 

giờ). Chúng tôi chọn thu dữ liệu trong vòng 1 tuần với 

mỗi lần đo cách nhau một giờ. Dữ liệu được đo sẽ bao 

gồm nhiều khung giờ trong ngày, thể hiện được sự khác 

biệt giữa các khoảng thời gian (giờ cao điểm, khung giờ 

làm việc, giờ tan làm, giờ nghỉ, ngày nghỉ) đối với chất 

lượng của không khí trong vòng một tuần. Các mốc thời 

gian được đo thể hiện sự biến thiên về mặt thời gian ảnh 

hưởng tới chất lượng không khí từng thời điểm. Cụ thể 

với các ngày trong tuần vào các giờ cao điểm, chất lượng 

không khí sẽ giữ ở mức không lành mạnh và vào những 

thời điểm khác, chất lượng không khí có thể tăng lên ở 

mức trung bình hoặc không lành mạnh cho các nhóm 

nhạy cảm. Mô tả chi tiết về từng chỉ số được đưa ra trong 

bảng dưới đây: 

Bảng II.  Mô tả dữ liệu 

Loại dữ liệu Chú thích 

AQI 
Thước đo chất lượng không khí tại 

1 thời điểm. 

PM2.5 Nồng độ bụi pm2.5(µg/m3). 

SO2 Nồng độ khí SO2 (g/m3). 

NO2 Nồng độ khí NO2 (g/m3). 

CO Nồng độ khí CO (g/m3). 

Longitude Kinh độ tại điểm đo. 

Latitude Vĩ độ tại điểm đo. 

 

B. Chỉ số đánh giá 

Chúng tôi sử dụng phần trăm sai số tuyệt đối trung 
bình (MAPE) làm tiêu chí đánh giá cho bài toán này. 
MAPE là thước đo độ chính xác dự đoán của một phương 
pháp dự báo trong thống kê. Công thức của MAPE như 
sau: 

M =  

Trong đó Ft là giá trị dự đoán và At là giá trị thực. Giá 
trị của MAPE càng nhỏ cho thấy kết quả dự báo càng gần 
với thực thế. 

C. Kết quả 

So sánh với các phương pháp khác. 

Với thực nghiệm này, chúng tôi đã so sánh phương 
pháp đề xuất CNN-LSTM với các phương pháp trước đó 
bao gồm: Linear Regression, KNN sử dụng Gridsearch, 
LSTM trên cùng tập dữ liệu. Chúng tôi so sánh các 
phương pháp này với các thông số khác nhau như số 
lượng ngày lấy mẫu và phạm vi lấy mẫu k (áp dụng cho 
CNN-LSTM). 

Bảng III.  Kết quả sử dụng dữ liệu 1 ngày trước 

Method AQI PM25 SO2 NO2 CO 

CNN - 

LSTM 

K=1 15% 5% 4% 8% 11% 

K=3 16% 17% 18% 16% 14% 

K=5 17% 19% 17% 18% 14% 

Linear 

Regression 
8% 9% 5% 28% 7% 

KNN 17% 24% 18% 29% 45% 

LSTM 9% 8% 5% 8% 8% 

 

Bảng IV.  Kết quả sử dụng dữ liệu 3 ngày trước 

Method AQI PM25 SO2 NO2 CO 

CNN - 

LSTM 

K=1 8% 4% 6% 11% 11% 

K=3 11% 19% 10% 25% 12% 

K=5 14% 21% 13% 20% 14% 

Linear 

Regression 
9% 9% 8% 20% 9% 

KNN 12% 24% 27% 19% 47% 

LSTM 13% 23% 17% 18% 9% 

 

Bảng V.  Kết quả sử dụng dữ liệu 7 ngày trước 

Method AQI PM25 SO2 NO2 CO 

CNN - 

LSTM 

K=1 7% 5% 4% 6% 7% 

K=3 9% 14% 11% 15% 9% 

K=5 10% 16% 14% 20% 11% 

Linear 

Regression 
33% 54% 42% 59% 10% 

KNN 38% 14% 57% 59% 50% 

LSTM 10% 12% 14% 21% 18% 

 

Tổng quan ta có nhận xét rằng độ chính xác của CNN-

LSTM đạt được kết quả vượt trội so với các phương pháp 

trước đó (KNN, Linear Regression). Thể hiện ở giá trị 

MAPE tốt nhất lần lượt với các khí AQI, PM25, SO2, 

CO2, CO là 7%, 4%, 4%, 6%, 7%. Với các phương pháp 

trước đó, độ chính xác giảm dần khi tăng số ngày lấy 
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mẫu. Tuy nhiên với phương pháp CNN-LSTM kết quả có 

xu hướng tốt khi tăng số ngày lẫy mẫu và giảm độ lớn 

vùng lân cận dùng để lấy mẫu cho mỗi điểm tại đa số các 

loại khí (AQI, SO2, CO2, CO). Xu hướng giảm độ chính 

xác của phương pháp khi tăng dần độ lớn vùng lấy mẫu 

có thể giải thích được là do sự xuất hiện nhiễu của các 

vùng xung quanh ảnh hưởng đến việc dự đoán chất lượng 

không khí tại vùng cần dự đoán. Trong khí đó xu hướng 

tăng dần độ chính xác của phương pháp khi tăng số ngày 

làm dữ liệu đầu vào có thể giải thích là do việc tăng số 

ngày sẽ giúp mô hình có thêm nhiều thông tin hơn để dự 

đoán. Ngoài ra tính chu kỳ của dữ liệu cũng được thể 

hiện tốt hơn, giúp mô hình học được các thuộc tính có ý 

nghĩa hơn. Khi so sánh với phương pháp phổ biến nhất 

với các vấn đề về chuỗi thời gian là LSTM, ta nhận thấy 

với số ngày nhỏ thì LSTM đạt được độ chính xác tương 

đương, thậm chí tốt hơn ở một số khí. Tuy nhiên khi số 

ngày lấy mẫu tăng dần thì điểm mạnh của CNN-LSTM 

bộc lộ rõ và đạt được độ sai số nhỏ nhất với các khí AQI, 

PM25, SO2, CO2, CO là 7%, 5%, 4%, 6%, 7% khi k=1 

và days =7, thấp hơn sai số của thực nghiệm tốt nhất với 

LSTM các khí AQI, PM25, SO2, CO2, CO là 9%, 8%, 

5%, 8%, 8%. 
Thời gian thực hiện 

Thời gian thực hiện là khoảng thời gian tính từ khi mô 

hình nhận được dữ liệu đầu vào đến khi đưa ra được dự 

đoán của mình. Nói cách khác thời gian thực hiện là 

khoảng thời gian cần thiết để mô hình thực hiện quá trình 

xử lý của mình. Một mô hình được coi là tốt khi và chỉ 

khi nó có thời gian thực hiện và độ chính xác ở mức tốt. 

Thông thường chúng ta cần phải đánh đổi giữa thời gian 

thực hiện và độ chính xác của mô hình do mô hình cần 

nhiều tham số hơn để có thể đưa ra dự đoán chính xác 

hơn. Một mô hình có thể áp dụng vào thực tiễn chỉ khi nó 

có thời gian thực hiện đủ nhanh để có thể sử dụng trong 

cuộc sống hàng ngày. 

Chúng tôi đã thực hiện so sánh thời gian chạy của các 

phương pháp thu được kết quả như sau: 

Bảng VI.  Thời gian dự đoán 1 điểm dữ liệu 

Method Time 

CNN - LSTM 

Sử dụng dữ 

liệu 1 ngày 

trước 

0,047s 

Sử dụng dữ 

liệu 3 ngày 

trước 

0,052s 

Sử dụng dữ 

liệu 7 ngày 

trước 

0,067s 

Linear Regression 0,00025s 

KNN 0,0025s 

LSTM 0,057s 

 

Chúng tôi muốn lưu ý rằng thời gian trên là thời gian 

mà mô hình cần để dự đoán tại 1 điểm duy nhất. Khi số 

điểm cần dự đoán tăng lên thời gian này cũng tăng lên 

theo. Tuy nhiên thời gian thực hiện không tăng tuyến tính 

theo số lượng điểm dự liệu cần dự đoán. Dưới đây là thời 

gian cần để dự đoán 6400 điểm dữ liệu tương ứng với 4 

khu vực có kích thước 40 x 40m mà chúng tôi sử dụng 

trong quá trình huấn luyện mô hình. 

Bảng VII.  Thời gian dự đoán của 6400 điểm dữ liệu 

Method Time 

CNN - LSTM 

Sử dụng dữ 

liệu 1 ngày 

trước 

6,6s 

Sử dụng dữ 

liệu 3 ngày 

trước 

13,1s 

Sử dụng dữ 

liệu 7 ngày 

trước 

29,7s 

Linear Regression 0,008 

KNN 0,43s 

LSTM 10,2s 

 

Có thể thấy được rằng, mô hình CNN-LSTM có thời 

gian thực hiện là cao nhất, điều này khá dễ hiểu do nó 

cần nhiều tham số hơn để dự đoán cùng với đó độ chính 

xác của nó cũng là cao nhất. Tuy nhiên, khoảng thời gian 

trên vẫn có thể phù hợp để sử dụng trong các ứng dụng 

thực tiễn. Khi so sánh với mô hình LSTM thì mô hình 

CNN–LSTM với D = 1 và D = 3 (tương ứng với dữ liệu 

của 1 và 3 ngày trước đó) tỏ ra vượt trội hơn khi có thời 

gian chạy tương đương hoặc nhỏ hơn nhưng đem lại độ 

chính xác cao hơn. 

V. KẾT LUẬN 

Trong bài báo này, nhóm nghiên cứu đã tiến hành thu 

thập một bộ dữ liệu của cảm biến đo lường chất lượng 

không khí trong khuôn viên của Học viện Công nghệ 

Bưu chính Viễn thông phục vụ cho việc đánh giá chất 

lượng của mô hình đề xuất và các mô hình khác. Kết quả 

phần thực nghiệm cho thấy mô hình đề xuất hoạt động tốt 

với bộ dữ liệu mà nhóm thu thập, chứng tỏ tính khả thi 

của phương pháp đề xuất khi hoạt động với bộ dữ liệu 

thực tế. Ngoài ra, nhóm nghiên cứu cũng tiến hành xây 

dựng mộ hệ thống hoàn chỉnh từ thiết bị bay đến bộ phận 

thu nhận dưới mặt đất, phần xử lý dữ liệu bằng mô hình 

đề xuất và cập nhật thông tin đo lường lên website. Mặc 

dù đạt được những kết quả hứa hẹn, nghiên cứu này vẫn 

còn những hạn chế có thể khắc phục, cải thiện trong các 

nghiên cứu tiếp theo. Nhóm nghiên cứu sẽ tiến hành thử 

nghiệm thu dữ liệu trên một địa hình rộng hơn, đa dạng 

hơn, nhằm đánh giá chất lượng không khí đa chiều và 

khách quan hơn, qua đó phân tích được những sai số cùa 

phép đo. Nhóm nghiên cứu cũng hướng đến xây dựng 

một mô hình học máy đa tác vụ có thể vừa dự đoán chất 

lượng không khí trong tương lai vừa có khả năng loại bỏ 

và sửa chữa lỗi của các phép đo. Việc sửa chữa lỗi của 

phép đo là cần thiết khi tiến hành triển khai ứng dụng 

trong thực tế bởi vì các phép đo cảm biến giám sát chất 

lượng không khí luôn tồn tại những ngoại lệ, hoặc không 

đo lường được dữ liệu. Ngoài ra, nhóm nghiên cứu cũng 

hướng đến giải quyết bài toán tối ưu quỹ đạo bay của 

UAV nhằm đo lường hiệu quả và tiết kiệm năng lượng 

cho thiết bị bay. 
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AIR QUALITY INDEX PREDICTION USING 

CONVOLUTIONAL NEURAL NETWORK AND 

LONG SHORT-TERM MEMORY 

Abstract: Air quality monitoring is not only a challenging 

but also a practical research topic in the field of machine 

learning and data analytics. Air quality directly affects human 

health and their daily activities. Therefore, the air quality index 

has always received much attention from people as well as the 

local government. Currently, ground-based air quality 

monitoring stations are commonly established to provide air 

quality measurement at monitoring areas. Unmanned Aerial 

Vehicles (UAVs) are also gradually being used for surveillance 

applications using cameras. However, using UAV in monitoring 

and predicting air quality is still a new field that is receiving 

much attention from large research groups around the world. To 

solve the problem of predicting air quality based on sensor 

values measured from unmanned aerial vehicles, we propose a 

model combining a unidirectional convolutional neural network 

and long-short memory network (CNN-LSTM). With the results 

obtained from testing with the data set that we have collected, 

our proposed model has achieved promising results on the 

testing dataset collected. Our model is capable of being 

deployed in real applications, adding a useful source of quality 

monitoring in conjunction with existing ground-based stations. 

Keywords: Convolutional neural networks, air quality 

index, long short-term memory 
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