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1Tóm tắt: Bài báo đề xuất một hệ thống nhận diện 

dáng điệu, theo dõi hành vi con người áp dụng cho giám 

sát y tế, sức khỏe trong vận động thể dục, thể thao. 

Phương pháp mà chúng tôi sử dụng là ước tính dáng điệu 

của con người bằng thuật toán Openpose có backbone 

(xương sống) là mạng MobilenetV2, theo dõi và phân 

loại các dáng điệu đó bằng mạng LSTM. 4 dáng điêu 

được đề xuất huấn luyến bao gồm đá chân, đánh đấm, 

nhảy và thể dục khuỵu chân. Đầu ra của hệ thống là trích 

xuất ra bộ khung xương của con người và nhãn tương 

ứng cho các dáng điệu. Kết quả hệ thống có độ chính xác 

khoảng 91% và có khả năng ứng dụng giám sát y tế, thế 

dục thể thao hoặc điều khiển thiết bị điện tử trong nhà 

thông minh. 

Từ khóa: Openpose, VGG19, Mobilenet, Mobilenet-

thin, LSTM, pose estimate, extract skeleton, pose human. 

I.  ĐẶT VẤN ĐỀ 

 Nền công nghiệp AI sử dụng máy móc thay thế sức 
lao động của con người được nghiên cứu và phát triển ra 
nhiều máy móc hữu ích, áp dụng rộng rãi trong thực tế 
như điều khiển nhà thông minh bằng giọng nói, chấm 
công bằng nhận diện khuôn mặt, xe tự lái,… Một ứng 
dụng để điều khiển máy móc mà chúng tôi đang nghiên 
cứu hiện tại chưa có phương pháp nào tối ưu tuyệt đối để 
vận dụng rộng rãi trong thực tế đó là điều khiển thiết bị 
điện tử trong nhà bằng cử chỉ, hành động, dáng điệu của 
con người, đồng thời giám sát, giám sát hành vi của con 
người đưa ra các cảnh báo nguy hiểm trong y tế, theo dõi 
các động tác trong thể dục thể thao. Hệ thống nhận diện 
dáng điệu mà chúng tôi xây dựng mang đến lợi ích tuyệt 
vời như vậy. Lấy ví dụ một số ví dụ điển hình như trong y 
tế theo dõi người già bị ngã, bị đột quỵ, trẻ nhỏ ngã hoặc 
gặp nguy hiểm, đưa ra các cảnh báo cho người thân hoặc 
bệnh viện; trong hình sự nhận biết được hành vi trộm cắp, 
đe dọa; trong thể thao nhận biết được vận động viên sai 
luật,… 

Thực tế đã có một số nghiên cứu nhận diện cử chỉ, 
hành động đã được áp dụng cho các ứng dụng trên nhưng 
đem lại kết quả không cao hoặc chi phí phần cứng lớn. Hệ 
thống nhận dạng dáng điệu được coi là nâng cao của nhận 
dạng cử chỉ, hành động. Đầu vào của chúng tôi yêu cầu 
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cần dữ liệu là các khung hình liên tiếp, chưa toàn bộ cơ 
thể con người. Qua thử nghiệm, hệ thống phát hiện khá 
chính xác con người và đưa ra nhãn chính xác. 

Sự khác biệt trong hệ thống của chúng tôi bắt nguồn từ 
dữ liệu vào là các khung hình cắt từ các video và chứa 
toàn bộ cơ thể con người. Hệ thống này muốn đạt được 
kết quả tốt nhất thì dữ liệu cần huấn luyện là vô cùng lớn. 
Hãy hình dung hệ thống của chúng tôi gồm 2 phần lớn. 
Đầu tiên là phát hiện và trích xuất bộ xương của con 
người, chúng tôi sử dụng thuật toán Openpose, chúng tôi 
thay thế backbone nguyên thủy là mạng VGG19 bằng 
mạng Mobilenet giảm khối lượng tính toán, giảm số 
lượng tham số đi 40 lần. Tiếp theo, hệ thống sẽ sử dụng 
mạng LSTM để học các đặc trưng của bộ xương được 
trích xuất đồng thời phân loại nhã dáng điệu, đây là mạng 
bộ nhớ dài ngắn sử dụng dữ liệu video để huấn luyện, 
nắm bắt được ưu điểm này nên chúng tôi quyết định áp 
dụng vào hệ thống nhận diện dáng điệu. 

II. CÁC NGHIÊN CỨU LIÊN QUAN 

 Hiện nay, chủ đề về nhận diện hành động của con 
người không còn xa lạ đối với những ai có đam mê nghiên 
cứu về lĩnh vực thị giác máy tính. Có rất nhiều phương 
pháp được đề xuất nhưng mới chỉ dừng lại ở mức nghiên 
cứu hoặc mô phỏng trên máy tính. 

Trước đây, phương pháp đơn giản để phát hiện hành 
vi của con người dựa trên phương pháp trừ nền để tìm 
kiếm đối tượng chuyển động [1]–[3], do đó dữ liệu huấn 
luyện cần chất lượng tốt, ánh sang tốt, tiền xử lý mất 
nhiều công đoạn và phải áp dụng các phương pháp tối ưu 
cho việc lọc,, trừ nền,…Các phương pháp, mô hình mạng 
Deep Learning được ra đời như Yolo [4] trong chuyển 
động video, phát hiện con người và sử dụng hộp giới hạn 
để theo dõi và nhận diện hành động hay Mobilenet V2 kết 
hợp SSD [5] với ảnh tĩnh đạt độ chính xác trên 90% khi 
chạy trên cấu hình yếu như điện thoại. Những phương 
pháp này mặc dù đã cải thiện tốt hơn tuy nhiên tùy thuộc 
vào dữ liệu đào tạo mà hiệu suất có thể kém và model 
nặng, ảnh hưởng trực tiếp đến hiệu năng và khả năng áp 
dụng vào thực tế cảu bài toán. 

Các phương pháp sử dụng camera RGB-D Kinect 
hoặc sử dụng sensor đạt được độ chính xác khá cao nhưng 
tốn kém về mặt phần cứng [6][7]. Một số thuật toán xử lý 
ảnh được áp dụng phổ biến cho bài toán ước tính hành vi 
của con người như SimplePose [8], AlphaPose [9], 
OpenPose [10] sử dụng các bộ dữ liệu lớn như COCO, 
MPII,… Các thuật toán này được nghiên cứu và áp dụng 
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để trích xuất ra bộ xương từ việc tìm ra các điểm trên cơ 
thể đến ghép nối một cách phù hợp, sau đó ước tính tư thế 
con người, thậm chí có thể thực hiện trong thời gian thực. 
Để cải thiện tốc độ cũng như độ chính xác cho hệ thống 
phát hiện dáng điệu con người, một số nghiên cứu tiên 
phong [11] [12] đã cho ra đời phương pháp tìm ra các 
keypoint tạo ra bộ xương, hệ thống sẽ học các đặc trưng 
của bộ xương đó để nhận diện các tư thế, hành vi con 
người. Ban đầu, các keypoint được tìm kiếm theo phương 
pháp top-down [9] hệ thống dò tìm đối tượng sau đó trích 
xuất bộ xương và ước tính tư thế, theo thực nghiệm 
phương pháp này sẽ có phát hiện dư thừa do nhiều tư thế 
được phát hiện cho một người vì có nhiều hộp giới hạn lỗi 
bao quanh, phương pháp này có thời gian chạy tương ứng 
với số người xuất hiện trong khung hình, do đó phương 
pháp sẽ hiệu quả nếu chỉ có ít người. Trong khi [10] 
phương pháp down-top trong Openpose lại tách thời gian 
chạy hệ thống với số người xuất hiện trong khung hình, 
điều này rất giúp hệ thống vừa chạy trên thời gian thực, 
vừa trích xuất được nhiều bộ xương. Đây chính là điểm 
mấu chốt dẫn đến quyết định lựa chọn Openpose cho ước 
tính tư thế con người của chúng tôi. Tuy nhiên, ban đầu 
tác giả [10] sử dụng backbone của Openpose là mạng 
VGG19, mạng CNN này được đánh giá là một mạng học 
sâu, bao gồm một chuỗi các tầng, một tầng tích chập (với 
phần đệm để duy trì độ phân giải), một tầng phi tuyến như 
ReLU, một tầng gộp như tầng gộp cực đại. Một khối 
VGG gồm một chuỗi các tầng tích chập, tiếp nối bởi một 
tầng gộp cực đại để giảm chiều không gian. Trong bài báo 
gốc của VGG [13], tác giả sử dụng tích chập với các hạt 
nhân 3×33×3 và tầng gộp cực đại 2×22×2 với sải bước 
bằng 22 (giảm một nửa độ phân giải sau mỗi khối). Số 
lượng tham số mà mạng VGG19 được tính toán khoảng 
138 triệu tham số. Do hệ thống của chúng tôi cần tối ưu 
về hiệu suất nên chúng tôi thay backbone của Openpose 
bằng mạng Mobilenet V2 có tham số giảm hơn 40 lần so 
với VGG19. 

Sau khi sử dụng Openpose để trích xuất ra bộ xương, 
chúng tôi sẽ tích hợp LSTM vào hệ thống nhằm trích xuất 
ra các đặc trưng và phân loại nhãn dáng điệu. Đưa LSTM 
vào hệ thống, chúng tôi sẽ cải thiện được sự sai khác giữa 
các hành động tĩnh và động có dáng điệu dễ gây nhầm 
lẫn. Chi tiết về hệ thống chúng tôi sẽ trình bày ở phần III 
và đánh giá kết quả ở phần IV, bao gồm cả kết quả đánh 
giá trên phần cứng thật mà chúng tôi mô phỏng trên máy 
tính nhúng Jetson Nano Kit. 

III. GIẢI PHÁP THỰC HIỆN 

A. Tổng quan về hệ thống 

Hình 1 là mô hình tổng quan các khối chính của hệ 

thống nhận diện. Đầu tiên, dữ liệu đầu vào đi qua mô 

hình Openpose, thuật toán giúp phát hiện con người, tiến 

hành phân tích và trích xuất các điểm lưu lại trên cơ thể, 

ghép nối tạo thành các khớp và tạo bộ xương hoàn chỉnh, 

đồng thời thuật toán cũng theo dõi sự thay đổi qua các 

khung hình để việc trích xuất chuẩn xác hơn. Các giá trị 

bộ xương đã trích xuất được mạng LSTM học các đặc 

trưng, huấn luyện và tiến hành phân loại. Sau khi huấn 

luyện và thử nghiệm với bộ dữ liệu test, hệ thống được 

đánh giá là có khả năng chạy trên phần cứng cấu hình 

thấp hơn. Vì vậy kết quả huấn luyện được đưa vào máy 

tính nhúng Jetson Nano để thử nghiệm và cho ra kết quả 

khá khả quan, đánh giá chi tiết ở phần IV. 

 

 

Hình 1.  Mô hình tổng quan hệ thống thực hiện. 

 Mọi hệ thống được nghiên cứu và xây dựng nếu chỉ 
dừng ở mô phỏng sẽ là vô tác dụng, do đó chúng tôi sẽ 
đánh giá kết quả mô phỏng và thực thi thử nghiệm trên 
phần cứng, từ đây chúng tôi khẳng định hệ thống này 
không chỉ dừng ở bước nghiên cứu mà có thể đưa vào mô 
phỏng thực tế như điều khiển thiết bị điện tử thật thông 
qua giám sát camera thường. 

B. Chi tiết hệ thống 

 

Hình 2.  Sơ đồ hoạt động chi tiết của mô hình 

Hình 2 khái quát chi tiết cách thức huấn luyện mô hình 
nhận diện dáng điệu của hệ thống.  

1. Openpose và Mobilenet-thin  

Khối thứ nhất làm nhiệm vụ trích xuất bộ xương đồng 
thời theo dõi đối tượng để nối các khớp xương từ các 
điểm chính trên cơ thể đã được tìm thấy, xem Hình 3. 
Thuật toán Openpose thực hiện toàn bộ công đoạn này. 

Hình 4 [14] mô tả kiến trúc của thuật toán Openpose. 
Các khung hình lần lượt được đưa vào, Openpose, 
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backbone là mạng VGG-19 phát hiện con người, các 
nhánh Stage 1 – Stage t để đào tạo model nhận diện các 
điểm của bộ xương. Sau đó, 38 Part Afinity Fields (PAF) 
cho biết mức độ liên kết các khớp và dự đoán liên tục.  

Từ việc đánh giá kích thước mạng, tham số và độ 
chính xác được liệt kê ở Bảng I. Hệ thống của chúng tôi 
quyết định sử dụng backbone Openpose là mạng 
Mobilenet.  

 
Hình 3.  18 điểm trên cơ thể và bộ xương tương ứng 

mà Openpose cần trích xuất 

Mobilenet sử dụng lớp tích chập Depthwise Separable 
Convolution, xem Hình 5 [15]. Ý tưởng của Depthwise 
Separable Convolution là chia phép convolution làm 2 
phần: Depthwise convolution & Pointwise convolution. 
Depthwise convolution là một loại tích chập áp dụng một 
bộ lọc tích chập duy nhất cho mỗi kênh đầu vào. Trong 
phép tích chập 2D thông thường được thực hiện trên nhiều 
kênh đầu vào, bộ lọc cũng sâu như đầu vào và cho phép 

chúng ta tự do trộn các kênh để tạo ra từng phần tử trong 
đầu ra. Ngược lại, sự biến đổi theo chiều sâu giữ cho mỗi 
kênh riêng biệt. Pointwise Convolution là một kiểu tích 
chập sử dụng một nhân 1x1: một nhân lặp lại qua từng 
điểm đơn lẻ. Kernel này có độ sâu bằng nhiều kênh mà 
hình ảnh đầu vào có. MobileNet dùng rất nhiều lớp 
Depthwise Separable Convolution để giảm số lượng 
parameter đi nhiều lần khoảng 9 lần. 

Tuy nhiên sau khi khảo sát thấy mạng 

Mobilenet-thin được nghiên cứu dựa trên mạng 

Mobilenet cho tốc độ tính toán nhanh hơn gấp đôi và độ 

chính xác gần bằng nhau, xem Bảng 4 [15], chúng tôi 

quyết định sử dụng mạng Mobilenet-thin cho backbone 

của Openpose. Hình 6 là cấu trúc mạng của Mobilenet-

thin. Drop-Activation là hàm kích hoạt phi tuyến, cụ thể 

là hàm ReLU6. ReLU6 cung cấp hệ số mở rộng, đây là 

một hàm bẻ gãy sự tuyến tính của các Neuron, nó mạnh 

mẽ khi được sử dụng với tính toán có độ chính xác thấp 

[16]. Batch Normalization là lớp chuẩn hóa hàng loạt để 

giảm thiểu Overfitting [17]. Lớp chập theo chiều sâu giúp 

lọc đầu vào cuối cùng là lớp chập 1x1 giúp số lượng kênh 

nhỏ hơn, lớp này còn được gọi là lớp nút cổ chai – 

Projection Layer. Lớp này giảm dữ liệu chảy qua mạng. 

Mạng Mobilenet-thin cắt giảm đi 1/3 số lớp của 

Mobilenet, mô tả ở Bảng Bảng III [15], đầu vào là ảnh có 

kích thước 32x32x3, bộ dữ liệu sử dụng là CIFAR-10. 

 
Với kết quả khảo sát được ở Bảng II, hệ thống của 

chúng tôi sẽ sử dụng Pretrained model (mô hình mạng đã 
được huấn luyện dựa trên bộ dữ liệu lớn và được đánh giá 
công khai) của mạng Mobilenet-thin để thực hiện huấn 
luyện hệ thống của chúng tôi. Điểm tương đồng về dữ liệu 
đào tạo được mô tả ở Hình 7 và Hình 8. Theo [15] tác giả 
sử dụng mạng Mobilenet-thin huấn luyện bộ dữ liệu 
CIFAR-10, bài toán cụ thể là nhận diện đối tượng (object 
detection). Ở hệ thống này, chúng tôi sẽ áp dụng bài toán 
cơ sở object detection để thực hiện bài toán phức tạp hơn, 
cụ thể đối tượng mạng cần thực hiện phát hiện và nhận 
diện là con người, đồng thời tìm kiếm các điểm trên cơ 
thể để trích xuất bộ xương. 

 

Hình 4.  Kiến trúc Openpose 
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Hình 5.  Mô hình mạng cơ sở của Mobilenet 

 

Hình 6.  Mô tả cấu trúc mạng Mobilenet-thin 

Bảng I.   Đánh giá tham số và độ chính xác của một số 
mạng CNN trên cùng tập dữ liệu ImageNet từ Keras 

Mạng Kích thước Độ chính 

xác 

Tham số 

Xception 88MB 0.945 22,910,480 

VGG16 528MB 0.9001 138,357,544 

VGG19 549MB 0.900 143,667,240 

ResNet50 99MB 0.921 25,636,712 

InceptionV3 92MB 0.937 23,851,784 

MobileNet 16MB 0.895 4,253,864 

Bảng II.  So sánh mạng Mobilenet và Mobilenet-thin 
huấn luyện trên tập dữ liệu CIFAR-10 với 200 Epochs 

[15] 

Mạng Kích 

thước 

Độ 

chính 

xác 

Tham 

số 

Thời gian 

tính toán 

trên mỗi 

epoch 

Mobilenet 39.1MB 84.3% 3,239,11

4 

31s 

Mobilenet-

thin 

9.9MB 85.61% 814,826 14s 

Bảng III.  Kiến trúc mạng Mobilenet-thin 

Layer/Stride Ouput Shape Parameter 

Input layer  32, 32, 3 0 

Conv2d/2s 16,16,32 864 

Separable conv2d/s1 16, 16, 32 1312 

Separable conv2d/s2 8, 8, 64 2336 

Separable conv2d/s1 8, 8, 128 8768 

Separable conv2d/s2 4, 4, 128 17536 

Separable conv2d/s1 4, 4, 256 33920 

Separable conv2d/s2 2, 2, 256 67840 

Separable conv2d/s2 1, 1, 512 133376 

Separable conv2d/s1 1, 1, 1024 528896 

Global average pool/s1 1, 1, 1024 0 

FC & Softmax/s1 1, 1, 10 10250 

 

 

Hình 7.  Dữ liệu CIFAR-10 

 

Hình 8.  Dữ liệu của chúng tôi thử nghiệm 

Các bộ xương mà Openpose trích xuất ra một ma trận 
chứa vị trí 18 điểm trên bộ xương, có giá trị trong khoảng 
từ 0 - 1 và file nhãn tương ứng với dáng điệu của bộ 
xương. 

2. LSTM 

RNN (Recurrent neural network) là mô hình Deap 
Learning, có thể xử lý thông tin dạng chuỗi (sequence/ 
time-series). Trong bài toán dự đoán hành động đầu vào là 
video, RNN có thể mang thông tin của frame (ảnh) từ 
state trước tới các state sau, rồi ở state cuối là sự kết hợp 
của tất cả các ảnh để dự đoán hành động trong video. 

 Mạng bộ nhớ dài-ngắn (Long Short Term Memory 
networks), viết tắt LSTM - là một dạng đặc biệt của RNN, 
nó có khả năng học được các phụ thuộc xa. LSTM được 
thiết kế để tránh được vấn đề phụ thuộc xa (long-term 
dependency). Việc nhớ thông tin trong suốt thời gian dài 
là đặc tính mặc định của chúng, chứ ta không cần phải 
huấn luyện nó để có thể nhớ được. Tức là ngay nội tại của 
nó đã có thể ghi nhớ được mà không cần bất kì can thiệp 
nào. 
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Mọi mạng hồi quy đều có dạng là một chuỗi các mô-
đun lặp đi lặp lại của mạng nơ-ron. Với mạng RNN 
chuẩn, các mô-dun này có cấu trúc rất đơn giản, thường là 
một tầng tanh. 

 

Hình 9.  Cấu trúc bên trong một state của LSTM  

LSTM cũng có kiến trúc dạng chuỗi như vậy, nhưng 
các mô-đun trong nó có cấu trúc khác với mạng RNN 
chuẩn. Thay vì chỉ có một tầng mạng nơ-ron, chúng có tới 
4 tầng tương tác với nhau một cách rất đặc biệt, mô tả 
trong Hình 9. 

Các đặc trưng của bộ xương sẽ đưa vào x, các trạng 
thái tiếp theo [18][19]: 

 Input: ct-1, ht-1, xt. Trong đó xt  là input ở state 
thứ t của model. ct-1, ht-1 là output của layer 
trước. h là kết quả hàm tanh. 

 Output: ct, ht ta gọi c là cell state, h là hidden 
state.  

 ft, it , ot  tương ứng với forget gate, input gate 
và output gate. 

Điểm mới của LSTM so với mạng RNN nói chung là 
băng chuyền từ ct-1 đến ct giúp thông tin nào quan trọng và 
cần dùng ở sau sẽ được gửi vào và sử dụng khi cần thiết 
nên LSTM có thể mang thông tin đi từ xa (nhớ dài hạn), 
kết hợp với các đặc biệt kế thừa từ RNN là bộ nhớ nhắn 
hạn, đây là lý do tại sao LSTM là mạng dài – ngắn hạn. 
Đặc điểm này của LSTM thích hợp với dữ liệu đầu vào 
của chúng tôi là chuỗi khung hình. 

Ở khối thứ hai, sau khi mạng học hầu hết các đặc 
trưng sau từng state thì dữ liệu được đưa vào hàm kích 
hoạt Softmax nằm ở layer cuối cùng của mạng LSTM để 
phân lớp nhãn dáng điệu. Hàm softmax sẽ tính khả năng 
xuất hiện của một class trong tổng số tất cả các class có 
thể xuất hiện. Sau đó, xác suất này sẽ được sử dụng để xác 
định class mục tiêu cho các input. Xác suất sẽ luôn nằm 
trong khoảng [0:1]; tổng tất cả các xác suất bằng 1 [20]. 

IV. KẾT QUẢ ĐẠT ĐƯỢC 

A. Dữ liệu đào tạo 

Dữ liệu được thu thập dựa trên thực tế, 30% dữ liệu 
được lấy từ nguồn Youtube, 70% dữ liệu chúng tôi tự 
quay. Mục đích để hệ thống hoạt động chính xác nhất khi 
thử nghiệm thực tế.  

Bộ dữ liệu gồm 4 dáng điệu: kick (đá chân lên cao), 
punch (đấm bốc), jumping jack (nhảy kết hợp đập tay) và 
exercise foot (thể dục dãn cơ chân), mô tả Hình 10, Hình 
11. 

Dữ liệu video được cắt thành các frame, gán nhãn và 
phân loại theo mục. Tổng số khung hình chúng tôi có 
khoảng hơn 8200 khung hình cho tập train và 900 khung 
hình cho tập test, Bảng IV mô tả chi tiết số lượng khung 
hình của từng dáng điệu. 

Bảng IV.  Số lượng dữ liệu thu thập 

Dữ liệu Huấn luyện Thử nghiệm 

Exercise Foot 1800 180 

Jumping Jack 2900 290 

Kick 2300 250 

Punch 1200 180 

 

 

Hình 10.  Minh họa bộ dữ liệu đào tạo 

 

Hình 11.  Minh họa bộ dữ liệu thử nghiệm 

B. Kết quả huấn luyện mô hình 

 

Hình 12.  Kết quả phân loại dáng điệu trên tập test 
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Hình 13.  Ma trận nhầm lẫn giữa các dáng điệu 

Hình 13 mô tả ma trận nhầm lẫn giữa các dáng điệu 

mà chúng tôi đạt được sau khi huấn luyện xong mô hình, 

chúng tôi nhận thấy rằng dáng điệu Punch có sự nhẫm lẫn 

cao nhất với các dáng còn lại do tư thế thực hiện hành 

động của dáng điệu này chủ yếu tay hoạt động và ở tư thế 

đứng. Hình 12 là một vài minh họa chúng tôi thực hiện 

test trên bộ dữ liệu test. Kết quả chúng tôi đạt được khá 

khả quan, cụ thể độ chính xác khoảng 91.2%, tốc độ xử 

lý khung hình trên giây khoảng 13.5fps. Các trường hợp 

bộ xương không chính xác như đối tượng bị thiếu bộ 

phận, ví dụ như cổ, xương đùi. 

Chúng tôi đưa ra những so sánh nhất định với một số 

nghiên cứu liên quan, trong đó có đánh giá về độ chính 

xác, hiệu năng hoạt động và phần cứng sử dụng để đào 

tạo mô hình, Bảng 6 mô tả những số liệu này. 

Bảng V.  So sánh các phương pháp nghiên cứu 

Phương 

pháp  

Độ 

chính 

xác 

(%) 

Tốc độ 

xử lý 

(hình/s) 

Thời 

gian dự 

đoán mỗi 

khung 

hình 

Phần cứng 

sử dụng 

Phát hiện 

ngã bằng 

Threshol

d+SVM 

[21] 

86 N/A N/A CPU 

Phát hiện 

ngã bằng 

Openpos

e + CNN 

[22] 

91.7 N/A 45s GPU 

Nhận 

dạng 

dáng 

điệu 

bằng 

Openpos

e + 

LSTM 

91.2 13.5 2s GPU 

 

Phát hiện ngã là một ứng dụng trong giám sát sức khỏe. 

Phương pháp trích xuất con người bằng Threshold cho 

hiệu suất kém nên việc phân loại đạt độ chính xác thấp. 

Lý do chính là sự thay đổi môi trường sẽ làm ảnh hưởng 

đến hiệu quả nhận diện, ví dụ điển hình là sự thay đổi ánh 

sáng hay sự thay đổi hậu cảnh dù nhỏ nhưng vẫn khiến 

cho việc nhận diện đối tượng vô cùng khó khăn. Khi việc 

dự đoán sai thì dẫn đến việc phân loại gặp trở ngại lớn. 

Do đó, phương pháp Threshold phân loại bằng SVM 

trong [21] chỉ đạt kết quả nhận diện khoảng 86%.  

 Cùng phương pháp ước tính tư thế con người sử dụng 

Openpose nhưng thuật toán phân loại khác nhau nên cho 

ra những đánh giá khác, cụ thể QingzhenXu [22] sử dụng 

mạng Inception-ResNet-v2 – một mạng CNN để trích 

xuất đặc trưng và phân loại, tham số mạng khoảng hơn 

54 triệu [23], mạng học khá sâu, đây chính là lý do tại 

sao độ chính xác mà tác giả đạt được cao hơn phương 

pháp của chúng tôi 0.5%. Nhưng để so sánh về khối 

lượng tính toán của mạng thì chúng tôi chắc chắn mạng 

LSTM mà chúng tôi sử dụng cho hệ thống nhận diện có 

số lượng tham số nhỏ hơn gấp 27 lần, khoảng 2 triệu 

tham số. Với đặc thù ứng dụng của hệ thống giám sát sức 

khỏe mà chúng tôi xây dựng là quan tâm đến hiệu năng 

hoạt động của hệ thống nên độ chính xác thấp hơn. 

Nhưng do khối lượng tính toán nhỏ nên so sánh về thời 

gian dự đoán khung hình/giây, hệ thống của chúng tôi 

nhanh gấp 22 lần và chúng tôi đánh giá được tốc độ xử lý 

khoảng 13.5 fps, trong khi phần cứng sử dụng để đào tạo 

mô hình có cấu hình: Core i5 8300H, RAM 16GB, GTX 

1050 Ti. Đây chính là điểm nổi bật mà hệ thống chúng 

tôi đạt được.  

C. Đánh giá hệ thống trên phần cứng  

Sau khi có kết quả mô phỏng, chúng tôi nhận thấy 

rằng với kết quả mà chúng tôi đạt được có khả năng 

nhúng được vào phần cứng thật. Vì vậy, chúng tôi đã tiến 

hành đánh giá hệ thống trên thiết máy tính nhúng Jetson 

Nano Kit có thông số như trên Bảng VI. 

Bảng VI.  Thông số Kit Jetson Nano 

GPU 128-core Maxwell 
CPU Quad-core ARM A57 143GHz 

Bộ nhớ 4GB 64-bit LPDDR4 25.6 Gb/s 
Hiển thị HDMI/Display port 

DC 5V 4A 

Bảng VII.  Đánh giá hệ thống trên Jetson Nano 

Công suất trung bình 6166mW 

CPU 44% - 1.5GHz 

Ram 3GB/4GB 

Bộ nhớ swap 1.6GB/8.1GB 

FPS 2.2 

Kết quả đánh giá của hệ thống thể hiện trên Bảng VII. 

Theo đó, hệ thống sử dụng khoảng 44% CPU ở tần số 

1.5GHz, tiêu tốn khoảng 3GB/4GB của Kit, tốc độ xử lý 

một khung hình theo giây là 2.2fps, bộ nhớ swap chiếm 

1.6GB/8GB. Từ các kết quả nhận được khá khả quan, 

chúng tôi đánh giá rằng hệ thống nhận diện dáng điệu mà 

chúng tôi xây dựng có khả năng áp dụng vào thực tế. 

D. Hạn chế và cải thiện định hướng nghiên cứu 

 Mặc dù nhận được kết quả khá tích cực cho hệ 

thống, tuy nhiên ở một vài trường hợp thử nghiệm, hệ 

thống cho ra kết quả không tốt, ví dụ như ảnh hưởng từ 

môi trường như ánh sáng yếu, cảnh vật gần giống với 

người như cành cây, ma nơ canh, khung treo quần áo,… 

hệ thống có thể nhận nhầm thành con người. Ngoài ra 

https://www.sciencedirect.com/science/article/pii/S0378437119318011?casa_token=ergn02I9EFgAAAAA:XQOHckprHNj9BhDCLn5WTnjMomedSNRg9CJ4a5UQtqNcor4jbpqIp9pqS_txajVg78JSNWXYBb5M#!


Nguyễn Hữu Phát, Nguyễn Thị Ngọc, Phạm Ngọc Thiện 

trong trường hợp đối tượng cần nhận diện là con người 

nhưng không đủ các bộ phận trên khung hình thì hệ thống 

cũng nhận diện sai hoặc không, trường hợp lớn hơn là 

khung hình có chứa trên 5 người, hệ thống khó có thể 

nhận diện được tất cả. Để cải thiện những hạn chế này, 

hướng tiếp theo chúng tôi sẽ thực hiện các bước như bổ 

sung dữ liệu, quan tâm đến mọi trường hợp xấu mà 

chúng tôi nêu ra; thực hiện thêm với nhiều dáng điệu hơn 

kết hợp thử nghiệm với nhiều đối tượng trong một khung 

hình; tăng tốc độ khung hình trên giây, cải thiện độ chính 

xác bằng cách tăng độ phân giải của video. 

V. KẾT LUẬN 

Bài báo tập trung vào nghiên cứu việc sử dụng CNN 

để ước tính tư thế con người và phân loại dáng điệu. 

Trong bài báo này chúng tôi đã nhận diện được các dáng 

điệu với độ chính xác trên 90% bằng cách ước tính khung 

xương sử dụng Openpose với Backbone mạng 

Mobilenet-thin và sử dụng LSTM để học các đặc trưng 

đồng thời phân loại các dáng điệu. Hệ thống của chúng 

tôi có khả năng chạy được trên phần cứng thật dựa vào 

kết quả chúng tôi thử nghiệm được trên Jetson Nano Kit.  

Tuy nhiên hệ thống vẫn còn nhược điểm như kết quả 

nhận diện các dáng điệu chưa cao và tốc độ khung hình 

trên giây ở mức chấp nhận được. Lí do chính là do dữ 

liệu chúng tôi tự thu thập có chất lượng kém, ánh sáng 

yếu, thiết bị quay bị hạn chế. Trong tương lai, nếu được 

cung cấp một bộ dữ liệu chất lượng hơn, có thể hệ thống 

của chúng tôi sẽ cải thiện được các hạn chế nêu trên.Từ 

đó, ứng dụng kết quả nhận diện dáng điệu cho việc giám 

sát y tế như hướng dẫn tập thể dục, hướng dẫn tập võ,… 
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 PROPOSING POSURE DETECTION SYSTEM 

FOR MONITORING SPORT HEALTH  

Abstract: The article proposes a system of posture 

recognition applying to medical and health monitoring in 

exercise and sports. The method that we use is to 



XÂY DỰNG HỆ THỐNG NHẬN DIỆN DÁNG ĐIỆU TRONG GIÁM SÁT SỨC KHỎE VẬN ĐỘNG THỂ THAO  

estimate human postures by the Openpos algorithm 

whose backbone is MobilenetV2 network. Besides, the 

system tracks and classifies those postures by LSTM 

network. The four poses that are used for training include 

kicking, punching, jumping, and elbow training. The 

output of the system is to extract the human skeleton and 

corresponding label for poses. The results show that an 

accuracy of system is 91% that is capable of applying to 

medical monitoring, sports or controlling electronic 

devices in smart homes. 

 

Keywords: Openpose, VGG19, Mobilenet, Mobilenet-

thin, LSTM, pose estimate, extract skeleton, pose human 
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